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1 Szenarien für Optimierungsprobleme

Typische Optimierungsprobleme:
kürzeste Wege, minimale Spannbäume, optimale Alignments,
maximale Matchings, ...

aber auch
Traveling Salesperson Problem, Rucksackproblem,
Scheduling, Hardwareoptimierung, ...
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Aber in allen Fällen

Problemstruktur bekannt,
beste bekannte Algorithmen basieren auf Strukturanalyse, es
sind problemspezi�sche Algorithmen nur für eine Aufgabe,
Analyse der Algorithmen nutzt die Strukturkenntnisse.
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Ausweichmöglichkeiten:

Approximationslösungen,
Lösungen für Teilprobleme,
randomisierte Algorithmen,
teilweise kleine Fehlerwahrscheinlichkeit, ...
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Methodenreservoir immens:

Greedy Algorithmen, dynamische Programmierung,
Branch and Bound, Divide and Conquer,
lineare Programmierung, randomisiertes Runden,
semide�nite Programmierung, ganzzahlige Programmierung,
...

Dies gilt auch für die Analysetechniken.

Entwurf und Analyse problemspezi�scher Algorithmen ±
eines der ältesten und erfolgreichsten Gebiete der Informatik
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Anwendungen ef�zienter Algorithmen in der realen Welt oft
nicht einfach

Reale Probleme unterscheiden sich von Lehrbuchproblemen
(die aber oft den Kern der realen Probleme beinhalten)

Praxisproblem

Trade-off zwischen Ef�zienz des Algorithmus
und Kosten und Zeit für die Entwicklung des Algorithmus
(oft fehlen auch die algorithmischen Fähigkeiten)
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Daher interessant

robuste Algorithmen,

die (fast ohne Anpassung) viele verschiedene
Probleme befriedigend ef�zient lösen.

Derartige Algorithmen übertreffen
problemspezi�sche Algorithmen nicht,
sind aber leichter verfügbar und anwendbar.
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Noch schlimmer:

Es gibt nicht immer problemspezi�sche Algorithmen!

Wann?

Black-Box Probleme

Wir kennen die Problemdimension n und den Lösungs-
oder Suchraum Sn, aber nicht die zu
optimierende Funktion f n : Sn ! R
(zumindest nicht vollständig)
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Wie kann man dann optimieren?

Information Sampling, d.h.

Black Box

Experiment

Simulation

f n(x)x 2 Sn

Randomisierung praktisch unverzichtbar
keine Garantie, dass Ergebnis optimal.
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Gibt es überhaupt Black-Box Probleme?

Das historische Beispiel:

Optimierung einer Zweiphasen-Überschalldüse
(Schwefel, 1968)

Maximierung des Wirkungsgrades bei der Umwandlung von
thermischer in kinetische Energie (Staustrahlrohrprinzip)

Optionen: Form und Länge der Düse
Problem: Effekt von Verwirbelungen nicht verstanden
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Das moderne Beispiel:

Biokatalysatoren ± Evolution im Reagenzglas
(Reetz, 2003)

Objekte, z. B. Moleküle, heißen chiral (von Hand (griech.)),
wenn sie mit ihrem Spiegelbild nicht zur
Deckung gebracht werden können, z. B. Hände
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Chiralität und biologisc he Wirkung
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Enantiomere ± chirale Moleküle
die beiden Typen entstehen etwa im Verhältnis 1:1

Enantioselektive Katalysatoren sollen das Verhältnis
in die gewünschte Richtung ändern

! Optimierungsaufgabe
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Im SFB 531 behandelte Probleme

± Temperierbohrungsstrategien für Druckguss- und
Spritzgusswerkzeuge,

± Entwicklung von Prozessstrategien zur fünfachsigen
Fräsbearbeitung,

± Erhöhung der Fertigungsgenauigkeit beim Pro�lbiegen,

± Belegungsplanung verfahrenstechnischer
Mehrproduktanlagen, ...
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Randomisierte Suchheuristiken

wie Metropolisalgorithmus, Simulated Annealing, evolutionäre
und genetische Algorithmen sind Antworten auf beide
Problemkreise, also

robuste Algorithmen und

Algorithmen für Black-Box Probleme
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2 Wie analysiert man randomisierte
Suchheuristiken?

Beobachtung
Es ist „einfacher“, maßgeschneiderte Algorithmen zu
analysieren als allgemeine randomisierte Suchheuristiken,
denn : : :

: : : in der Forschung hat der Algorithmenentwurf zwei Ziele:
Ef�zienz und Nachweis der Ef�zienz
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Analyse randomisierter Suchheuristiken ist undankbar,

da sie als robuste Algorithmen auf Problemen mit bekannter
Struktur die besten bekannten Algorithmen nicht schlagen
(kein neuer Rekord) und eine Analyse auf Problemen mit
unbekannter Struktur nicht möglich ist.
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Was macht man denn dann?

± Analyse des Verhaltens auf typischen Problemen, selbst
wenn es maßgeschneiderte Algorithmen gibt, um Stärken
und Schwächen herauszu�nden.

± Herausarbeitung zentraler Fragen, um die Wirkungsweise
randomisierter Suchheuristiken besser zu verstehen : : :
: : : und „lehrbar“ zu machen.
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Wie sehen solche Fragestellungen aus?
Mutation als typischer Suchoperator auf f 0; 1gn,
Parameter pn

a0 := mut(a) a0
i =

(
1 � ai mit W.keit pn

ai sonst

± statisch: pn konstant, meist pn = 1
n

± dynamisch: festes Veränderungsschema für pn in
Abhängigkeit von der Zeit

± adaptiv: Veränderung gemäß Fortschritt bei der Suche

± selbstadaptiv: pn ist ein Teil der Lösung und wird z. B. der
Evolution unterworfen
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Untersuchte Fragen

± Wann genügen statische Strategien?

± Wann helfen die erweiterten Strategien?

± Kann man entsprechende Problemeigenschaften
herauskristallisieren?
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Weitere typische Fragestellungen

± Evolutionäre Algorithmen arbeiten mit Populationen von
Suchpunkten, wie lässt sich die Diversität in der Population
erhalten?

± Wann ist der Rekombinationsoperator (Crossover)
essenziell?
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Unsere Arbeitsweise

± Brücke zwischen Theorie und Anwendungen

± theoretische Analyse, deren Ergebnisse Implikationen für
Anwendungen haben

± idealerweise:
Konferenzversion auf angewandter Tagung und
Zeitschriftenversion in theoretischer Zeitschrift oder
umgekehrt
Anerkennung desselben Resultats auf beiden Seiten

Wie Simulated Annealing den Metropolis Algorithmus schlägt – Seite 24/53



3.1 Metropolis Algorithmus (MA) und Simulated Annealing
(SA)
MA für Minimierungsprobleme auf f 0; 1gm

Temperaturparameter T

± Wähle a 2 f 0; 1gm

± Repeat until Abbruchkriterium erfüllt

± Lokale Änderung a ! a0:
�ippe das Bit an einer zufällig gewählten Stelle

± Selektion:
f (a0) � f (a) ! wähle a0

f (a0) > f (a) ! wähle a0mit W.keit
exp(� (f (a0) � f (a))=T) und sonst a
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Simulated Annealing
ist die dynamische Variante von MA,
d. h. variable Temperatur T(t),
hier sehr einfache dynamische Form

T(t) := � t� 1 � T(1) mit � < 1

mit den freien Parametern � und T(1).
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3.2 Die Herausforderung

Erstaunliche Beobachtung:
Für viele Probleme ist MA bei guter Temperatur mindestens
fast so gut wie jede SA-Variante.

Gilt das immer?

NEIN: ± Experimente
± fraktale Fitnessfunktion (Sorkin, 1991)
± maßgeschneiderte Fitnessfunktion (DJW, 2001)
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Jerrum und Sinclair (1996):

It remains an outstanding open problem to exhibit a natural
example in which simulated annealing with any non-trivial
cooling schedule probably outperforms the Metropolis
algorithm at a carefully chosen �x ed value of � .

� =̂ T
natural example: minimale Spannbäume (MST)

aber was heißt „outperforms“?
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Wann gilt: SA outperforms MA?

± SA/MA „wissen nicht“, ob sie optimale Lösung gefunden
haben

± Parameter: Anzahl an Fitnessauswertungen, bis aktueller
Suchpunkt optimal

± erwartete Optimierzeit
kann groß sein, wenn Optimum mit kleiner W.keit
„verpasst“ wird und dann die Temperatur zu klein ist
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Wann ist eine randomisierte Suchheuristik A erfolgreich?

Polynomielle Anzahl p(m) an Fitnessauswertungen
Erfolgswahrscheinlichkeit s(m)

A heißt

± erfolgreich, falls s(m) � 1=q(m) für ein Polynom q,

± hoch erfolgreich, falls s(m) � 1 � 1=q(m) für ein Polynom q,

± überwältigend erfolgreich, falls s(m) � 1 � e� 
( m" ) für ein
" > 0,

± erfolglos, falls s(m) = o(m� k) für alle k und p.
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Erfolgreiche Algorithmen sind genug

Multistartvariante

Phase i : Führe 2i unabhängige Läufe der Länge 2i � m durch.

A erfolgreich )
Multistartvariante hat polynomielle erwartete Optimierungszeit
und ist überwältigend erfolgreich.
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Modellierung des Problems minimale Spannbäume

n Knoten, m Kanten mit positiven Gewichten w1; : : : ; wm
Suchpunkt a 2 f 0; 1gm: Auswahl der Kanten ei mit ai = 1
Fitnessfunktion:

f (a) = Gesamtgewicht der ausgewählten Kanten, falls
diese alle Knoten verbinden

f (a) = 1 sonst

Startpunkt a = (1; : : : ; 1) ± Wahl aller Kanten

Für MA/SA typischer Startpunkt
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Einwand: MA/SA suchen „zu lokal“

Stimmt ± aber darum geht es hier nicht!

Einfacher evolutionärer Algorithmus hat erwartete
Optimierungszeit O(nm2 logn) (NW 04)

Wir wollen MA und SA vergleichen
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3.3 Eine einfache Antwort auf die Herausforderung

± Zweifach zusammenhängende Komponenten (ZZKs)
werden unabhängig optimiert,

± wähle Graphen mit vielen ZZKs, die bei verschiedenen
Temperaturen gut zu optimieren sind,

± bei hohen Temperaturen sind die ZZKs nie gleichzeitig
optimiert,

± bei kleinen Temperaturen können bestimmte ZZKs nicht
optimiert werden.
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Ein einfacher Beispielgraph

1 11

m m m

m2 m2 m2

m3 m3 m3

1 1 1 m2 m2 m2

| {z }
N Dreiecke

| {z }
N Dreiecke
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Theorem 1
Erfolgswahrscheinlichkeit von MA in ecm Schritten ( c > 0, aber
klein genug) ist e� 
( m) ( ! MA erfolglos).

Beweis
1. Fall: T < m

± Hohe W.keit, dass bei 
( N ) schweren Dreiecken
irgendwann die m3-Kante und eine m2-Kante gewählt sind

± Es muss die fehlende m2-Kante eingefügt werden

± Akzeptanzw.keit e� m2=T � e� m.
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2. Fall: T � m

± Analysiere die leichten Dreiecke

± vollständig: alle drei Kanten gewählt
optimal: die beiden 1-Kanten gewählt
schlecht: 1-Kante und m-Kante gewählt

± Übergangsw.keiten für ein leichtes Dreieck
vollst. opt. schlecht

vollst. 1 � 3=m 1=m 2=m
opt. 1

m e� m=T 1 � 1
m e� m=T 0

schlecht 1
m e� 1=T 0 1 � 1

m e� 1=T
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Random Walk X t für die Anzahl optimaler Dreiecke

X 0 := 0, Warten auf X t = N , jX t+1 � X t j � 1

Prob(X t+1 = i + 1jX t = i ) � N � i
m

(�ippe m-Kante in vollst. Dreieck)

Prob(X t+1 = i � 1jX t = i ) � i
m � e� m=T � i

3m
(�ippe m-Kante in opt. Dreieck und akzeptiere)

! Methoden für das Gambler's Ruin Problem
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Theorem 2
T(1) := m3, � := 1 � 1

cm
Falls c groß genug, ist die Erfolgsw.keit von SA in 3cmln m
Schritten mindestens 1 � 1=p(m) (! SA hoch erfolgreich).

Beweis
Wichtig sind die Phasen mit Temperaturen in
[m2; m5=2] (! Optimierung der schweren Dreiecke) und
[1; m1=2] (! Optimierung der leichten Dreiecke).
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m2 � T � m5=2:

± Inklusion von m3-Kanten unwahrscheinlich,

± Inklusion von m2-Kanten recht wahrscheinlich.

± Phase genügend lang, dass alle schweren Dreiecke
optimiert sind

1 � T � m1=2:

± die schweren Dreiecke bleiben optimal

± die leichten Dreiecke werden optimiert
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3.4 Was kann Simulated Annealing?

Für welche Eingaben ist es hoch wahrscheinlich, dass ein
MST ef�zient gefunden wird?

SA „simuliert“ einen „dualen“ Kruskal Ansatz
(Oft simulieren randomisierte Suchheuristiken Strategien, die
sie gar nicht kennen, trial and error verlangsamt sie)
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Wie arbeitet der duale Kruskal-Ansatz?

± Starte mit allen Kanten

± Sortiere Kanten nach fallendem Gewicht, o. B. d. A.
w1 � w2 � � � � � wm

± Für i = 1; : : : ; m:
Entferne ei , falls dadurch der Graph nicht
unzusammenhängend wird
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Was kann SA nicht?

± Unterscheidung sehr ähnlicher Gewichte, z. B. m2 und
m2 + 1

Was kann bei SA passieren?

± „Falsche“ Kanten werden eingefügt

± Danach können „richtige“ Kanten aus Kreisen entfernt
werden
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Wie kann SA Gewichte unterscheiden?

± z. B. w und (1 + ")w.
Akzeptanzw.keiten bei Temperatur T = w � h(m)

e� 1=h(m) und e� (1+ " )=h(m)

± der Quotient e"=h(m) ist erst groß, wenn h(m) klein ist

! kleine Akzeptanzw.keit ! große Wartezeit
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Theorem 3
Alle wi � 2m und (1 + ")-separiert für konstantes " > 0, d. h.
wi > wj ) wi � (1 + ") � wj , dann ist SA hoch erfolgreich

Beweis
Seien W1 > � � � > Wr die verschiedenen Kantengewichte und
Ei die Menge der Kanten mit Gewicht Wi
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Die Idee
Es gibt Zeitpunkt ti , so dass mit großer W.keit gilt:

± nach ti wird eine Inklusion von Kanten aus E1 [ � � � [ Ei
nicht akzeptiert

± zu ti ist aus E1 [ � � � [ Ei � 1 eine optimale (� )
Kantenmenge gewählt worden

! nach ti wird keine der gewählten Kanten aus
E1 [ � � � [ Ei � 1 mehr entfernt

± im Zeitintervall [t i ; t i+1 ] werden genügend Ei -Kanten
entfernt, damit (� ) zu ti+1 für i + 1 erfüllt ist
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Die Ausführung

T(1) := 2m, 
 := 8=",
wähle � , so dass es m
 +7 Schritte dauert, um Temperatur von
T auf T=(1 + "=2) zu senken, wähle � mit (1 + "=2)� = 2 !

Erfolgswahrscheinlichkeit 1 � O(1=m) nach 2� m
 +8 Schritten.

Die Rechnung ersparen wir uns.
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Ein Korollar

Wenn alle Kantengewichte W oder W � (1 + ") sind, ist sogar
MA hoch erfolgreich.
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3.5 Was SA nicht kann

Theorem 4
Für jedes "(m) = o(1) gibt es Eingaben mit
(1 + "(m))-separierten Gewichten, für die MA und alle
SA-Varianten (auch adaptive oder selbstadaptive) erfolglos
sind.

Beweis

(1 + " (m)) � w

w w

Betrachte N verbundene Dreiecke
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Beweis für MA
Alle Argumente gelten mit hoher W.keit

± für mind. N=2 Dreiecke gilt, dass sie zu einem Zeitpunkt
schlecht sind (nicht notwendigerweise gleichzeitig)

± nur wenn für ein 
 > 0 gilt
T � w=(
 � ln m)

werden die fehlenden w-Kanten in polynomieller Zeit
eingefügt.

± dann gilt aber für alle � > 0 und m groß
Akzeptanzw.keit von w-Kante

Akzeptanzw.keit von (1+ " (m)) �w-Kante
� m�
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± betrachte die Potentialfunktion
2s + v

Dreiecke

Anzahl vollst�ndiger

Dreiecke

Anzahl schlechter

± Pt := Potential zum Zeitpunkt t
! jPt+1 � Pt j � 1

± Falls s � N 1=2

Prob(Potential wächst / Potential ändert sich) � 3=5

! Gambler's Ruin Problem
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Beweis für SA

Da alle Argumente temperaturunabhängig sind, keine neuen
Argumente nötig.
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Fazit

± Randomisierte Suchheuristiken in Anwendungen
unverzichtbar

± Analyse möglich und nötig, um
± Wahl der freien Parameter zu unterstützen,
± zu lernen, wann welche Module wichtig sind,
± den Entwurf verbesserter Heuristiken zu unterstützen,
± das Gebiet „lehrbar“ zu machen.
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